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Resumen. En este articulo, se propone el uso de un ensamble de clasificadores
para determinar el perfil académico del estudiante, basado en su promedio
general y en datos relacionados a los factores educativos: actividades de estudio,
formas de aprendizaje y hébitos de estudio. Los datos usados se obtuvieron del
cuestionario socioecondémico aplicado a los estudiantes del Centro Universitario
UAEM Valle de México, asignandole la clase correspondiente de acuerdo con su
promedio general. Las clases se definieron como excelente, bueno y regular. Para
cada grupo de factores, se utiliz6 el algoritmo C4.5 para generar el clasificador
correspondiente. El ensamble de clasificadores fue entonces disefiado utilizando
una red neuronal artificial. La red neuronal recibe como entrada la clasificacion
asignada por los tres clasificadores y es entrenada para asignar la clase correcta
usando un subconjunto de los datos. Se observa en los resultados que el ensamble
propuesto tiene mejor desempefioc comparado con los clasificadores
independientes.

Palabras clave: Ensamble de clasificadores, arboles de decision, redes
neuronales artificiales.

Ensemble of Classifiers to Determine Student Academic
Profile Using Decision Trees and Neural Networks

Abstract. In this paper, an ensemble of classifiers is proposed to determine
student academic profile using decision trees and neural networks, based on his
grade point average and data related to educative factors: study activities,
learning forms and study habits. The data came from a socioeconomic
questionnaire applied to the students of the University Center UAEM Valley of
Mexico, and the corresponding class was assigned based on his grade point
average. The classes were defined as: excellent, good, and regular. For each
group of factors, the C4.5 algorithm was applied to build the corresponding
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classifier. The ensemble of classifiers was designed using a neural network which
receives the classes assigned by the three classifiers as input and it was trained to
assign the corresponding class using a data subset. It is observed that the
performance of the ensemble is better than the performance obtained for each
independent classifier.

Keywords: Ensemble of classifiers, decision trees, artificial neural network.

1. Introduccion

Una de las preocupaciones en las universidades es la desercién y el bajo desempefio
académico de los estudiantes, es sabido que en esto influyen muchos factores, entre
estos los sociales, econdmicos, educativos, académicos e institucionales, por citar
algunos. En este trabajo se busca generar un ensamble de clasificadores para determinar
el perfil académico de un estudiante, con base en su promedio general y usando como
discriminantes los factores educativos como son: actividades de estudio, formas de
aprendizaje y habitos de estudio. La base de datos consiste en los registros de los
estudiantes del Centro Universitario UAEM Valle de México que ingresaron en los
afios 2008, 2009 y 2010 en las diferentes carreras que se imparten.

Una estrategia popular es probar diferentes algoritmos para generar los modelos,
evaluarlos y elegir el que proporcione los mejores resultados, esto es el que tenga el
menor error en la prediccion de la clase de una instancia desconocida. En contraste, un
método de ensamble construye o utiliza varios clasificadores y los combina [1].
Usualmente se utilizan clasificadores construidos a partir de algoritmos diferentes sobre
los mismos datos. Sin embargo, debido a que al hacerlo de esta manera, en este trabajo
no llevd a buenos resultados, se opt6 por dividir los datos por grupos de factores y se
aplicé el mismo algoritmo C4.5 construyéndose 3 clasificadores y generando el
ensamble con ellos.

El documento contiene la siguiente estructura, en la seccion 2, se presenta la
metodologia empleada para realizar el presente trabajo, mientras que en la seccién 3 se
muestra de manera muy general los algoritmos de mineria de datos y redes neuronales
empleados, asi como el método de ensamble utilizado. En la seccion 4, se presentan los
experimentos y resultados obtenidos; finalmente en la seccion 5, se muestran las
conclusiones y trabajo futuro.

2.  Metodologia

Para conducir la investigacion se realizaron etapas en las que la metodologia
utilizada fue la del proceso de extraccion del conocimiento, conocido como KDD
(Knowledge Discovery in Databases) [2], ver Figura 1 con esto:

a. Secred y probd un clasificador considerando todos los factores educativos.
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Fig. 1. Etapas del Proceso de Extraccion del Conocimiento [2]

Data Mining

Tabla 1. Actividades de estudio.

Me relino con mis comparieros para preparar un examen

Me retino con mis compafieros para elaborar una tarea o un trabajo en grupo
Al iniciar, identifico lo que necesito estudiar y elaboro un plan de trabajo
Reviso qué es lo que recuerdo de lo que estudié

Identifico los conceptos que ain no he comprendido

Cuando no entiendo algo busco informacion esclarecedora

Estudio principalmente con monografias

Estudio principalmente con mis apuntes de clase

Estudio principalmente con el libro de texto de la asignatura

Estudio principalmente con los apuntes de mis comparieros

Uso enciclopedias, diccionarios o atlas

Uso computadora o Internet para estudiar, hacer tarea o resolver un examen

b. Se generaron clasificadores con bloques de factores educativos, es decir,
actividades de estudio, formas de aprendizaje y habitos de estudio y se probaron
los modelos.

c. Se gener6 el ensamble utilizando redes neuronales artificiales.

d. Se analizaron y compararon los resultados.

2.1.  Seleccidn de los datos

Los datos fueron obtenidos del estudio socioecondémico perteneciente a los estudian-
tes de las generaciones 2008-2013, 2009-2014 y 2010-2015 de todas las carreras del
Centro Universitario UAEM Valle de México. Los datos seleccionados corresponden
a la seccion de factores educativos, que se aplica a los estudiantes, especificamente a
las actividades de estudio, ver tabla 1, formas de aprendizaje, ver tabla 2 y a los habitos
de estudio, ver tabla 3. Estos datos son relacionados con los datos de control escolar,
especificamente con el promedio general del estudiante.

La escala de respuesta a las preguntas se divide en: Nunca, Normal, Siempre, excepto
en aquellas donde se solicita un namero de horas o de libros, que son las primeras 3
preguntas de los habitos de estudio.
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Tabla 2. Formas de aprendizaje.

Aprendo mas cuando trabajo con otros comparfieros

Es de gran ayuda que todos aporten ideas cuando trabajo en grupo
Estudio para asegurar econdémicamente mi futuro

Estudio para obtener un buen trabajo

Estudio para aprender mas

Estudio para vivir mejor

Confio en que puedo entender lo que estudio inclusive los textos mas dificiles
Confio en que puedo realizar un excelente trabajo en mis tareas y en exdmenes
Tengo seguridad en que domino las habilidades que me ensefiaron
Aprendo rdpidamente en la mayoria de las asignaturas

Soy competente en la mayoria de las asignaturas

Resuelvo bien los exdmenes en la mayoria de las asignaturas

Me gusta trabajar con otros comparieros

Solamente leo cuando tengo la obligacion de hacerlo

La lectura es uno de mis pasatiempos favoritos

Me gusta comentar los libros con otras personas

Me cuesta trabajo terminar de leer un libro

Me gusta que me regalen libros

La lectura me parece una pérdida de tiempo

Disfruto el visitar librerias o bibliotecas

Solamente leo para obtener la informacion que necesito

Me cuesta trabajo sentarme a leer por mucho tiempo

Tabla 3. Habitos de estudio.

¢Horas a la semana que estudia o hace tarea fuera del horario escolar?
¢Horas a la semana se dedica a leer sobre lo que le gusta o interesa?
Indique cuantos libros completos ha leido en los Gltimos 12 meses sin
tomar en cuenta sus libros de texto

Libros de literatura (novela, teatro, poesia)

Libros de otros temas (ciencia, tecnologia, economia, etc.)

Revistas

Periddicos

Historietas

Paginas de Internet

2.2.  Preprocesamiento

En el archivo original la cantidad de instancias era de 3600, sin embargo, debido a
que algunos estudiantes no contestaban una gran cantidad de preguntas, las instancias
con informacién incompleta fueron eliminadas, quedando Unicamente 1021 instancias.

Por otro lado, dentro de los datos, existen atributos que actdan Unicamente como
identificadores de las instancias, pero que no se utilizan para generar los clasificadores
como el nombre del alumno, la edad, y el sexo.
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2.3.  Transformaciéon

El perfil académico del estudiante se dividio en 3 clases, de acuerdo con el promedio
general obtenido desde su ingreso y hasta el Gltimo semestre cursado. La tabla 4
presenta esta informacion, asi como la cantidad de estudiantes que tienen el perfil.

Tabla 4. Distribucién de alumnos por perfil académico.

Perfil Promedio Alumnos
Académico General
Regular [0.0,7.3] 168
Bueno [7.4,8.7] 691
Excelente [8.8,10] 162
Total 1021

Tabla 5. Proporcidon de datos por perfil para los conjuntos de entrenamiento y prueba.

Perfil Académico

Conjunto Total
Regular Bueno Excelente

Entrenamiento 136 553 129 818

Prueba 32 138 33 203

Total 168 691 162 1021

El conjunto de datos seleccionados, 1021 instancias o ejemplares, se dividié en dos
conjuntos: el de entrenamiento con 818 instancias, y el de prueba con 203 instancias;
con el fin de que todas las clases estuvieran representadas, se tomé aproximadamente
el 20% de cada una para el conjunto de prueba y el resto de las instancias en el conjunto
de entrenamiento (~80%). La division de los datos se presenta en la tabla 5.

3. Mineria de datos, redes neuronales y ensambles

A continuacion se describe, de manera sucinta, lo referente a la mineria de datos, y
en especial, al algoritmo empleado en este trabajo; también se presentan los
conocimientos basicos acerca de las redes neuronales y los ensambles.

3.1. Mineria de datos

La mineria de datos aparece como la tercera etapa del proceso de extraccion del
conocimiento, con ello se pueden realizar diferentes tipos de tareas que tiene como
metas principales la prediccién y la descripcion [2]. De acuerdo con [3], la mineria de
datos se define como el proceso de encontrar informacidn novedosa y comprensible a
partir de los datos. En este trabajo, la informacidn que se busca es la que indica que un
alumno es excelente, regular o malo, y poder emplear, en un futuro, esta informacion
tanto para clasificar a nuevos alumnos, como para entender qué actividades, habitos y
formas de aprendizaje definen a las diferentes clases, y con esta informacion crear
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estrategias que permitan fomentarlas. El algoritmo de clasificacion empleado en este
trabajo es el C4.5., el cual es una mejora del algoritmo 1D3 desarrollado por Ross
Quinlan, permite trabajar con atributos numéricos y considera la informacion de la
particion y el radio de ganancia, entre otras mejoras, para elegir los atributos ganadores;
la salida es un &rbol de decision; Este algoritmo esta implementado en el software libre
WEKA de la Universidad de Waikato bajo el nombre de J48 [4] y es el que se utiliza
en este trabajo.

3.2. Redes neuronales

Las redes neuronales artificiales son estructuras de calculo que se basan en unidades
relativamente simples de procesamiento, llamadas neuronas. Al interconectar las
neuronas artificiales se multiplica su capacidad para representar conocimiento,
entendido este Gltimo como una relacion funcional compleja entre datos de entrada y
datos de salida. La adquisicion del conocimiento en una red neuronal depende del
modelo de aprendizaje utilizado. Para problemas de clasificacion se hace uso de un
conjunto de aprendizaje que consiste en datos de entrada con su descriptor de clase
conocido, a través de este conjunto se ajustan los parametros de la red para que sefialen
la clase a la que se sabe que pertenecen. El proceso de actualizacién de los parametros
de la red neuronal es lo que se considera el entrenamiento. EI entrenamiento hace uso
de una medida del error de clasificacion de la red (indice de desempefio) y por medio
de una medida de la sensibilidad de los pardmetros de la red al error, se realiza su
adaptacion, este suele basarse en el algoritmo llamado backpropagation.

Como se puede ver en [5], se presenta un panorama del uso de las redes neuronales
en el anélisis de grandes bases de datos. Las redes neuronales pueden construir modelos
estadisticos no lineales a través los datos disponibles. EI modelo va ajustandose para
cumplir con el nivel del indice de desempefio establecido. Las tareas de clasificacion
consisten en asociar un grupo de patrones de entrada a la categoria que pertenecen y
que los identifica o describe.

3.3.  Métodos de ensamble

Los métodos de ensamble o combinacion de modelos, surgen con el propésito de
mejorar la precision de las predicciones. Un ensamble contiene un numero de
aprendices (modelos base) que, cuando son del mismo tipo son llamados homogéneos
y si son de diferentes, heterogéneos. La caracteristica es que estos aprendices no tienen
un buen desempefio. El ensamble se genera utilizando otro algoritmo que combina los
aprendices, ejemplo de éstos son el voto mayoritario, la tabla de decisién y las redes
neuronales [1].

La precision obtenida por el ensamble o combinacion de modelos, generalmente
supera la precisién de cada componente. En [6] se presenta el esquema de combinacion
de modelos que tienen arboles de decision como base, ver Figura 2. Se observa que los
datos son dados a los arboles de decision y cada uno entrega su clasificacion, se realiza
entonces la combinacidn y se entrega la prediccién combinada.
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Fig. 2. Combinacion de modelos usando arboles de decision como base [6]

Los ensambles de clasificadores se han utilizado en &mbitos muy diversos, por
ejemplo en [7], analizan diversos clasificadores detectores de malware para sistemas
Android que basan su analisis en el uso de los recursos de hardware de los diversos
programas en ejecucion para detectar patrones sospechosos que sean caracteristicos de
programas malware. Realizan un ensamble final de dichos clasificadores, logrando que
la deteccidn exitosa de malware se incremente de manera significativa, comparado
contra los clasificadores individuales.

Otro ejemplo de uso de ensambles de clasificadores es el trabajo de [8], en el cual
analizan mensajes en la red social Twitter para clasificar los mismos en cuatro
categorias. Los ensambles que proponen logran una clasificacion de los mensajes con
un grado de éxito mas elevado comparado con otros clasificadores usados en esta tarea.
Ademaés, los ensambles que proponen tienen la caracteristica de trabajar muy bien en
situaciones donde el conjunto de entrenamiento no es lo suficientemente grande.

El trabajo presentado en [9], se enfoca en la deteccion de leucemia analizando
imagenes de las muestras sanguineas; dichas imégenes las pasan a través de una red
neuronal convolutiva para la extraccion de caracteristicas, reducen el niamero de las
mismas y seleccionan las mas significativas y finalmente, las analizan a través de un
ensamble de 3 clasificadores (Support vector machine, multilayer perceptron, random
forest) logrando una deteccidn exitosa practicamente del 100% de los casos analizados,
destacando la reduccion del tiempo de analisis comparado con técnicas de deteccién de
leucemia tradicionales.

En este trabajo se utiliza un ensamble de clasificadores para mejorar el desempefio
de los clasificadores individuales; el ensamble se realizé utilizando Redes Neuronales.

4.  Experimentos y resultados
A continuacién se presentan los experimentos realizados y los resultados obtenidos,

iniciando con la generacidon del clasificador Unico que utiliza todos los datos,
prosiguiendo con los clasificadores individuales y terminando con el ensamble.
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4.1. Generacidny prueba de un clasificador considerando todos los factores
educativos

El primer clasificador se genero utilizando el algoritmo C4.5. El modelo se gener6 a
partir del conjunto de entrenamiento (818 instancias). Los resultados son presentados
en la tabla 6, en términos de porcentajes de acierto y error en la clasificacion de las
instancias, de igual manera se presenta la matriz de confusion.

Tabla 6. Resultados del clasificador generado con el algoritmo C4.5 (J48 WEKA).

Matriz de Confusién Acierto Error
Clases
A B C 89.12% 10.88%
a = Bueno 538 9 6 818 instancias
b = Regular 29 105 2 729 clasificadas correctamente
¢ = Excelente 35 8 86 89 clasificadas incorrectamente
Tabla 7. Resultados del clasificador en el conjunto de prueba.
Matriz de Confusién Acierto Error
Clases
A B C 58.62% 41.38%
a = Bueno 102 17 19 203 instancias
b = Regular 19 11 3 119 clasificadas correctamente
¢ = Excelente 24 2 6 84 clasificadas incorrectamente

Al utilizar el modelo generado para clasificar las instancias en el conjunto de prueba,
se puede observar que baja la eficiencia del clasificador de 89.12% a 58.62%. Los re-
sultados del conjunto de prueba son presentados en la tabla 7.

4.2. Generacién y prueba de clasificadores usando los factores educativos por
separado: actividades de estudio, formas de aprendizaje y habitos de
estudio

Los datos fueron separados en actividades de estudio, formas de aprendizaje y
habitos de estudio. Con cada grupo se generd un clasificador usando el algoritmo C4.5
sobre el conjunto de entrenamiento y se calculé su desempefio con el conjunto de
prueba. En la tabla 8 se presentan los resultados, es posible notar que, si bien los
clasificadores mostraron un buen desempefio con el conjunto de entrenamiento, al
probarlos la eficiencia al clasificar descendia.
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Tabla 8. Resumen del desempefio de los clasificadores.

Factor Educativo Fntrenamiento . Prueba
Acierto Error Acierto Error
Actividad de estudio 71.64 28.36 65.52 34.48
Formas de aprendizaje 75.18 24.82 64.53 35.47
Habitos de estudio 78.24 21.76 62.07 37.93
Todos los factores 89.12 10.88 58.62 41.38

Clasificador | —®&% /

. —7

Clasificador

>

D

seonsuapeled

Fig. 3. Arquitectura de la Red Neuronal: 9 entradas y bias, 10 neuronas con funcion de activacion
Logsig y 3 neuronas de salida con funcion de activacion Logsig.

A pesar de que en todos los factores educativos, los clasificadores individuales bajan
el porcentaje de aciertos al utilizarse en el conjunto de prueba, estos tienen mejor
desempefio que el clasificador Unico que contempla a todos los atributos (Gltimo
renglon de la tabla 8).

4.3. Ensamble de clasificadores usando una red neuronal artificial

Arquitectura de la red neuronal (RN). La salida de los clasificadores se representa
por un vector 3x1. P= [Clase 1, Clase 2, Clase 3]", de manera que la RN tiene nueve
entradas. Las nueve entradas pasan a la primera capa de 10 neuronas, con de una entrada
independiente de compensacion (bias). La funcion de activacion es de tipo logsig, (1).
La capa final tiene tres neuronas con bias y funcion de activacién logsig. El objetivo es
que la salida represente la clase por medio del vector S= [Clasel, Clase 2, Clase3]",
ver Figura 3:

1 )

1-e~X"

Logsig(x) =

Algoritmo de entrenamiento. Se utiliza el algoritmo de entrenamiento “El Gradiente
Escalado Conjugado” [10]. El indice de desempefio es:
)

Hy (y) = Xiyilog(yy),
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Fig. 4. Comportamiento del Indice de desempefio.
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Fig. 5. Comportamiento del indice de desempefio con respecto a las fases de Entrenamiento,
Validacion y Prueba de la Red Neuronal.

donde:
y;es la probabilidad de la clase i que se espera,
y;es la probabilidad estimada.

Resultados experimentales. Al realizar el entrenamiento durante 52 épocas se
obtuvieron los siguientes resultados. En la figura 4, se presenta el indice de desempefio
de cada época de entrenamiento. El célculo de este indice es a través de (2), que en la
ultima época tiene un valor de 0.00123117.

En la Figura 5, se muestran tres series de valores de indice de desempefio para el
grupo de datos tomados para entrenamiento, validacion y prueba. Destaca que en la
época 42 se obtuvo el minimo del indice de desempefio igual a 0.18854 para el conjunto
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Matriz de Confusién, Entrenamiento

1| 432 42 68 | 79.7%
604% | 59% | 95% | 203%

g, @ 73 6 68.9%

E7| 38% | 102% | 08% | 311%

fi

g4 B 6 42 | 627%

©7| 2m% | 08% | 59% | 37.3%
904% | 603% |362% | 765%
96% | 397% |638% | 235%

1 2 3

Clase Objetivo

(@)

Tasa de Verdaderos Positivos

ROC Entrenamiento

--Clase 1
............. Clase 2
— — Clase 3

0.2 0.4 0.6 0.8 1
Tasa de Falsos Positivos

(b)

Fig. 6. (a) Matriz de confusion en la Gltima etapa de entrenamiento. Porcentaje de prediccion
correcta del 76.5% para las tres clases. (b) Grafico de “Receiver operating characteristic” Ob-
servar como en todos los resultados las curvas de sensibilidad estan en la parte superior de la
linea de no discriminacion (diagonal).

Matriz de Confusion, Validacion

1|9 6 7 87.5%
59.5% | 39% | 46% | 125%

g, 6 17 2 68.0%

£ 39% | 111% | 13% | 320%

e

2,0 6 3 15 | 625%

O 39% | 20% | 98% | 375%
88.3% | 654% | 625% | 80.4%
1.7% | 346% | 37.5% | 19.6%
1 2 3

Clase Objetivo

(a)

Tasa de Verdaderos Positivos

ROC Validacién

Clase 1
- Clase 2
— — Clase 3

0.2 04 0.6 08 1
Tasa de Falsos Positivos

(b)

Fig. 7. (a) Matriz de confusion en la Validacion. Porcentaje de prediccion correcta del 80.4%
para las tres clases. (b) Grafico de “Receiver operating characteristic”.

de datos de validacién, esta informacion es tomada como medio de paro del algoritmo

de entrenamiento.

Para evaluar la calidad del clasificador en las Figuras 6, 7 y 8 estan las matrices de
confusion y las graficas ROC “Receiver operating characteristic” que permiten valorar
la calidad de la estimacidn de clase. Durante el entrenamiento en la Figura 6, se observa
un porcentaje de clasificacion correcta para la clase 1 de 79.7%, para la clase 2 de 68.9%
y de la clase 3 del 62.7%, dando un porcentaje promedio del 76.5%.
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Al observar estos valores para los conjuntos de validacion y prueba se observa, un
porcentaje de estimacion correcta del 80.4%, ver Figuras 7 y 8.

Matriz de Confusion, Prueba ROC Prueba

100 6 9 87.0%
65.4% | 3.9% 5.9% 13.0%

[N

6 13 2 61.9%
3.9% 8.5% 1.3% 38.1%

4 3 10 58.8%
2.6% 2.0% 6.5% | 41.2%

Clase Estimada

Clase 1
Clase 2
— — Clase 3

90.9% | 591% | 476% | 80.4% 02§

9.1% 40.9% | 52.4% 19.6%

Tasa de Verdaderos Positivos

0.2 04 0.6 0.8 1
Tasa de Falsos Positivos

(a) (b)

Fig. 8. Matriz de confusion en la fase de prueba. Porcentaje de prediccion igual al de validacion.
(b) Grafico de “Receiver operating characteristic”.

2 3
Clase Objetivo

5.  Conclusiones y trabajo futuro

El ensamble de clasificadores tuvo un mejor desempefio al evaluarse sobre el
conjunto de prueba, 80.4%, que los clasificadores individuales, que oscilan entre 62%
y 65.5% o del clasificador que consideraba a todos los factores, 58.62%. Por lo que a
través de estos resultados se puede concluir que el ensamble de clasificadores
construido con la red neuronal resulté mejor durante la fase de prueba.

Se toman los resultados en la fase de prueba porque es cuando el clasificador se
somete a datos considerados durante la fase de entrenamiento, siendo un mejor reflejo
de su capacidad para clasificar.

Como trabajo futuro queda evaluar con otros métodos de ensamblaje, como son: el
voto mayoritario y la tabla de decisién, entre otros, para evaluar si se mejora
el desempefio.

También analizar la ponderacion que le otorga la red neuronal del ensamble para
identificar al clasificador que mas se acercé a la clase correcta, y asi examinar la
estructura del &rbol correspondiente, con el fin de detectar los factores educativos para
la clase excelente y generar estrategias para fortalecerlos.
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